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1 Einleitung

Innovative Technologien und neueste
Methoden zur Datengewinnung in ver-
schiedenen Teilbereichen der Wissen-
schaft wie z.B. Biowissenschaften, Medi-
zin, Astronomie, Geographie, erzeugen
eine wahre Flut an Rohdaten. Um dieser
Flut Herr werden zu können, werden
dringend adäquate − d.h. effiziente und
effektive − Methoden zur automatischen
Datenanalyse und zur Wissensextraktion
(Data Mining) benötigt. Data Mining ist
ein Teilbereich des »Knowledge Disco-
very in Databases« (KDD), dessen Ziel es
ist, (semi-)automatisch Wissen aus Da-
tenbanken zu extrahieren, das gültig (im
statistischen Sinne), bisher unbekannt
und potentiell nützlich ist [FPSS96].

Ein äußerst wichtiges Teilproblem
des Data Mining ist das Clustering. Beim
Clustering sollen die Objekte einer Da-
tenbank in (a priori unbekannte) Grup-
pen, auch Cluster genannt, eingeteilt wer-
den, sodass zwei Objekte aus einem glei-
chen Cluster möglichst ähnlich
zueinander, und zwei Objekte aus unter-
schiedlichen Clustern möglichst unähn-
lich zueinander sind. Ein deutschsprachi-
ger Überblick über das Thema findet sich
zum Beispiel in [ES00].

1.1 Clustering-Verfahren

Die existierenden Clustering-Verfahren
lassen sich grob in partitionierende, dich-
te-basierte und hierarchische Verfahren
einteilen. Partitionierende Verfahren zer-
legen eine Datenmenge in k Cluster, wo-
bei jeder Cluster mindestens ein Objekt
enthält und jedes Objekt genau zu einem
Cluster gehört. Bekannte Vertreter sind
Verfahren, die auf der Konstruktion zen-
traler Objekte (z.B. k-Means [McQ67])
oder der Auswahl repräsentativer Objek-
te basieren (z.B. PAM [KR90], CLA-
RANS [NH94]). K-Means beginnt mit ei-
ner »initialen« Zerlegung der
Datenmenge, üblicherweise mit einer zu-
fälligen Einteilung der Daten in k Klas-
sen. Dann werden die Zentroide dieser

Klassen berechnet. Diese Einteilung ist
im Allgemeinen nicht optimal, d.h. für ei-
nige Punkte ist der Abstand zum Zentroid
ihres Clusters größer als der Abstand zum
Zentroid eines anderen Clusters. In einem
zweiten Schritt werden diese Punkte dem
nächstgelegenen Zentroid zugeordnet
und der Zentroid jeweils neu berechnet.
Dieser Schritt wird solange wiederholt,
bis sich die Cluster nicht mehr ändern.
Der Algorithmus konvergiert gegen ein
(möglicherweise nur lokales) Optimum
und hat eine Laufzeitkomplexität von
O(n) für eine Iteration, wobei die Anzahl
der Iterationen üblicherweise klein (ca. 5-
10) ist. Ergebnis und Laufzeit hängen je-
doch stark von der initialen Zerlegung ab.
Cluster können auch als Gebiete im d-di-
mensionalen Raum angesehen werden, in
denen die Objekte dicht beieinander lie-
gen, getrennt durch Gebiete, in denen die
Objekte weniger dicht liegen. Dichte-ba-
sierte Clustering-Verfahren (z.B.
DBSCAN [EKSX96], OPTICS
[ABKS99]) versuchen, solche dichten
Gebiete im Raum zu identifizieren.
Grundidee für einen dichte-basierten
Cluster ist, dass die lokale Punktdichte
bei Objekten innerhalb eines Clusters ei-
nen gegebenen Grenzwert überschreitet.
Die lokale Punktdichte eines Objekts o ist
dabei gegeben durch die Anzahl der Ob-
jekte in einer festgelegten Umgebung um
das Objekt o. Zusätzlich ist die Menge
von Objekten eines Clusters räumlich zu-
sammenhängend. DBSCAN [EKSX96]
findet in einem Durchlauf durch die Da-
tenbank alle dichte-basierten Cluster.
Durch diese Formalisierung werden auch
willkürlich geformte Cluster gefunden
und Rauschen wird explizit definiert als
die Menge aller Objekte, die zu keinem
dichte-basierten Cluster gehören. Im Ge-
gensatz zu partitionierenden Verfahren
erzeugen hierarchische Verfahren keine
einfache Zerlegung der Daten, sondern
eine hierarchische Repräsentation der
Daten, aus der man eine Clusterstruktur
ableiten kann, beispielsweise Single-
Link [JD88] und deren Varianten sowie

OPTICS [ABKS99]. Eines der bekann-
testen hierarchischen Clustering-Verfah-
ren ist das so genannte Single-Link-Clus-
tering. Dieses Verfahren erfordert
keinerlei Eingabeparameter wie die An-
zahl der zu findenden Cluster oder eine
Grenzdichte. Dafür benötigt das Verfah-
ren zusätzlich eine Distanzfunktion für
Mengen von Objekten. Bei Single-Link
ist der Abstand von zwei Objektmengen
gegeben durch die minimale Distanz
zweier beliebiger Objekte aus den beiden
Mengen. Die hierarchische Clusterstruk-
tur wird dann durch ein so genanntes
Dendrogramm repräsentiert. Die Wurzel
repräsentiert einen einzigen Cluster, der
die gesamte Datenmenge enthält; die
Blätter des Baumes repräsentieren Clus-
ter, in denen sich je ein einzelnes Objekt
der Datenmenge befindet. Ein innerer
Knoten repräsentiert die Vereinigung al-
ler Sohnknoten und die Kante zwischen
einem Knoten und seinem Sohnknoten
hat als Attribut noch die Distanz zwi-
schen den beiden repräsentierten Mengen
von Objekten. OPTICS ist eine hierarchi-
sche Version des dichte-basierten Verfah-
rens DBSCAN. Der Algorithmus basiert
auf dem dichte-verbundenen Clustermo-
dell und erzeugt in einem Datenbank-
durchlauf ein DBSCAN-Clustering für
alle möglichen Dichteparameter. Im Ge-
gensatz zu DBSCAN weist OPTICS al-
lerdings nicht jedem Objekt der Daten-
bank eine Clusterzugehörigkeit zu,
sondern aggregiert für jedes Objekt wei-
tere Informationen, die für die Darstel-
lung der hierarchischen Clusterstruktur
verwendet werden können. OPTICS er-
zeugt kein Dendrogramm, sondern eine
auf den aggregierten Informationen ba-
sierende Clusterordnung, die auch noch
bei sehr großen Datenmengen eine über-
sichtliche Darstellung der Clusterhierar-
chie ermöglicht.

2 Leistungssteigerung für 
große Datenmengen

2.1 Indexstrukturen

Zahlreiche Clustering-Methoden nutzen
Distanzprädikate auf Objekten in ihren
Algorithmen. So wird beispielsweise bei
k-Means jeder Punkt der Datenbank
demjenigen Cluster-Repräsentanten zu-
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geordnet, zu dem er die geringste Distanz
aufweist. Bei Single-Link und verwand-
ten Verfahren werden in jedem Schritt die
beiden Objekte bzw. (Teil-) Cluster zu ei-
nem neuen Cluster verschmolzen, die die
geringste Distanz zueinander aufweisen.
Dichtebasiertes Clustering wie DBSCAN
oder OPTICS beruht u.a. auf der Zusam-
menfassung von Punkten, die einen vor-
gegebenen Höchstabstand nicht über-
schreiten. Bei allen diesen Verfahren ist
es nahe liegend, die Berechnung des Dis-
tanzprädikates nicht auf allen Paaren von
Punkten durchzuführen, sondern mittels
geeigneter Datenbank-Grundoperatio-
nen wie der Ähnlichkeitsanfrage, einem
Distanz-Ranking oder dem Similarity
Join (Ähnlichkeits-Verbund), auf eine
möglichst geringe Anzahl passender
Kandidaten einzuschränken. Wichtigste
Grundlage für eine effiziente Auswer-
tung aller genannten Datenbank-Grund-
operationen ist eine geeignete Index-
struktur für hochdimensionale Vektorräu-
me. Die meisten dieser Zugriffsstruktu-
ren organisieren die Daten hierarchisch in
balancierten Bäumen und gründen somit
auf den Prinzipien des B-Baums [BM72]
(eindimensional) und des R-Baums
[Gut84] (mehrdimensional, aber auf-
grund seines Leistungsverhaltens be-
schränkt auf niedrigdimensionale Vektor-
räume). Strukturen wie der TV-tree
[LJF95], der X-tree [BKK96], der SS-
tree [WJ96] usw. ordnen jedem Knoten
des Baums eine Seite des Hintergrund-
speichers sowie eine Region des Daten-
raums zu. Diese Region schließt die im
jeweiligen Teilbaum gespeicherten Vek-
toren sowie die Regionen untergeordne-
ter Knoten ein. Die einzelnen Ansätze un-
terscheiden sich sowohl in der Geometrie
der Regionen als auch in der algorithmi-
schen Vorgehensweise, wie Knoten bei
einem Überlauf aufgeteilt werden. So
verwendet etwa der X-tree als Region ei-
nen minimal umgebenden Hyperquader
um die approximierte Vektormenge. Der
SS-tree dagegen nutzt (hyper-) kugelför-
mige Regionen. 

Anfragebearbeitung 

Bei einfachen Ähnlichkeitsanfragen un-
terscheidet man insbesondere Bereichs-
anfragen (range query) und Nächste-

Nachbarn-Anfragen (nearest neighbor
query). Bereichsanfragen, bei denen mit
Hilfe eines Mittelpunkts und eines Radi-
us ε eine Anfragekugel spezifiziert wird,
werden meist mittels einer Tiefensuche
im Baum bearbeitet: alle Knoten des
Baumes werden traversiert, deren zuge-
ordnete Region einen nicht leeren Schnitt
mit der Anfragekugel aufweist. Bei einer
Nächste-Nachbarn-Anfrage ist ein An-
fragepunkt und eine Anzahl k von ge-
suchten Punkten spezifiziert. Sie kann
ebenfalls mittels einer Tiefensuche im
Baum implementiert werden [Hen94,
RKV95] oder mithilfe einer Prioritäts-
Warteschlange, in der die Kind-Knoten
der bereits bearbeiteten Knoten nach dem
Abstand zum Anfragepunkt sortiert wer-
den [HS95]. Von letzterem Algorithmus
wurde gezeigt, dass er bei gegebenem In-
dex eine minimale Anzahl von Knoten-
zugriffen benötigt [BBKK97]. Die Kos-
ten der Anfragebearbeitung können für
beide Anfragetypen weiter reduziert wer-
den, wenn man berücksichtigt, dass Kno-
ten, die auf benachbarten Seiten auf dem
Externspeicher abgelegt sind, kosten-
günstiger in einer gemeinsamen Leseope-
ration geladen werden. Dieser Effekt
kann für einen Fast Index Scan ausge-
nutzt werden, lohnt sich aber nur bei
sorgfältiger Planung der Reihenfolge der
Zugriffe − eine relativ einfache Aufgabe
bei Bereichsanfragen. Bei Nächste-Nach-
barn-Anfragen hingegen wird für diesen
Planungsvorgang ein Wahrscheinlich-
keitsmodell benötigt, das situationsbe-
dingt die Wahrscheinlichkeit schätzt,
dass ein Knoten im späteren Verlauf des
Algorithmus benötigt wird [BBJ+00].

Hochdimensionale Räume 

Die hierarchische Strukturierung der Da-
ten in einer Baumstruktur führt im Ideal-
fall dazu, dass bei Bereichs- und Nächste-
Nachbarn-Anfragen nur wenige Pfade
von der Wurzel bis zu einem Blattknoten
besucht werden müssen, und dass sich in
der Folge die Komplexität einer solchen
Anfrage von linear (bei einer sequenziel-
len Anfragebearbeitung) auf logarith-
misch reduziert. Bei kritischer Betrach-
tung kann dies aber nur bei Datenräumen
gelingen, die entweder bereits aufgrund
der Anzahl der Merkmale niedrigdimen-

sional sind, oder zumindest so dünn be-
setzt sind, dass infolge von Merkmals-
Abhängigkeiten die eigentliche Dimensi-
onalität des besetzten Datenraums nied-
rig genug ist. Diese eigentliche Dimensi-
onalität lässt sich z.B. mit dem Konzept
der fraktalen Dimension formalisieren
[PKF00]. Bei hochdimensionalen,
vollbesetzten Datenräumen (z.B. bei un-
abhängig gleichverteilten Merkmalen)
gibt es den Effekt, dass sich im Allgemei-
nen die Anfragekugel in vielen Dimensi-
onen mit mindestens zwei im Vektorraum
benachbarten Regionen schneidet, wo-
durch sich insgesamt ein Schnitt mit an-
nähernd 2d Regionen ergibt (vgl. Abb. 1
in 3D). Da auf jede Seite maximal einmal
zugegriffen wird, führt dies nicht zu ei-
nem tatsächlich exponentiellem Wachs-
tum, aber der Effekt einer Reduktion zu
logarithmischer Komplexität geht ab Di-
mensionen von ca. 10-15 wieder verlo-
ren. Genauer werden diese Effekte in
[BBKK97] und [Böh00] beschrieben, wo
ein Kostenmodell für Bereichs- und
Nächste-Nachbarn-Anfragen für den X-
tree vorgeschlagen wird. Dieses Kosten-
modell basiert auf dem Prinzip der Min-
kowski-Summe (vgl. Abb. 2) und wurde
zur Optimierung zahlreicher Parameter
wie etwa der logischen Seitengröße

Abb. 1: Schnitt einer Anfragekugel

Abb. 2: Minkowski-Summe

ε
ε
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[BK00] oder der Dimension [BBK+00]
benutzt. Die Minkowski-Summe vergrö-
ßert das Volumen der Seitenregion in der
dargestellten Weise um die Anfrageregi-
on. Das resultierende Volumen entspricht
der Wahrscheinlichkeit eines Zugriffs auf
die Seite. Basierend auf der Überlegung,
dass hierarchische Indexstrukturen ab ei-
ner gewissen Dimension ohnehin keine
Effizienzsteigerungen mehr bewirken
können, wurde als Alternative eine Ver-
besserung der sequenziellen Anfragebe-
arbeitung mit Hilfe einer Datenkompres-
sionsmethode vorgeschlagen [WSB98].
Idee ist, den gesamten Datenraum mit ei-
nem auf Quantilen basierenden Quanti-
sierungsgitter zu überziehen. Dieses Git-
ter erlaubt eine effiziente Codierung der
ungefähren Lage der Datenpunkte (Vec-
tor Approximation, VA-file), was in ei-
nem Filterschritt genutzt werden kann.
Das VA-file unterliegt zwar kaum dem
Curse of Dimensionality, die Zeitkom-
plexität bei der Anfragebearbeitung ist
jedoch schon in niedrigdimensionalen
oder dünn besetzten Datenräumen linear.
Der IQ-tree [BBJ+00] integriert eine ähn-
liche Idee zur Vektor-Quantisierung in
eine hierarchische Indexstruktur, wobei
die Auflösung des Quantisierungsgitters
− ein sehr kritischer Parameter − während
der Einfügeoperationen automatisch an-
gepasst und gemäß Kostenmodell opti-
miert wird. Zur Optimierung der Anfra-
gebearbeitung für Bereichs- und
Nächste-Nachbarn-Anfragen dient der
bereits oben diskutierte Fast Index Scan.
Auch parallele und verteilte Architektu-
ren für Indexstrukturen wurden vorge-
schlagen [BBB+97, DS82, FB93].

2.2 Der Similarity Join 

Data-Mining-Algorithmen stellen wäh-
rend ihres Laufs typischerweise eine sehr
hohe Anzahl an Ähnlichkeitsanfragen.
So wird etwa bei DBSCAN für jeden
Punkt der Datenbank je eine Bereichsan-
frage mit dem Radius ε ausgewertet. Zu-
nächst war die Idee, die Auswertung zu
verzögern, Ähnlichkeitsanfragen zu sam-
meln, und schließlich in einem gemeinsa-
men Durchlauf durch den Index auszu-
werten [BEKS00]. Die konsequente
Weiterentwicklung dieser Idee führt zum
Similarity-Join, einer Datenbank-Grund-

operation, bei der die Unterscheidung
zwischen Anfrage-Objekten und Daten-
bank-Objekten fallen gelassen wird. In
seiner einfachsten Form ermittelt der Si-
milarity Join die Menge aller Punkt-Paa-
re aus zwei Datenmengen (bzw. einer ein-
zigen Datenmenge beim Similarity Self
Join), die voneinander einen Abstand von
höchstens ε aufweisen. Fortgeschrittene
Algorithmen für den Similarity Join kön-
nen jedoch auch auf verschiedenen
Nächste-Nachbarn-Prädikaten beruhen.
Möchte man einen Clustering-Algorith-
mus mit Hilfe eines Similarity Joins imp-
lementieren, so ist dies häufig mit einem
hohen Aufwand verbunden, da die Algo-
rithmen für diesen Zweck meist deutlich
umformuliert werden müssen. Diesem
höheren Aufwand stehen dann aber als
Vorteile sehr hohe Effizienzgewinne, ein
großes Optimierungspotenzial seitens
des Datenbanksystems und eine einfache
Parallelisierbarkeit gegenüber.

In [BBBK00] wurden die beiden
dichte-basierten Clustering-Algorithmen
DBSCAN und OPTICS so reformuliert,
dass die Bereichsanfragen, die im ur-
sprünglichen Algorithmus einzeln für je-
den Datenpunkt gestellt werden, durch
einen einzigen Aufruf (bei DBSCAN
durch zwei Aufrufe) des Similarity Join
ersetzt werden. Abgesehen von einem
deutlich reduzierten Overhead, der bei
den einzelnen Bereichsanfragen mit dem
häufigen Kontextwechsel zwischen der
Anwendung und dem Datenbank-Ma-
nagementsystem verbunden ist, ergibt
sich ein besonders hohes Leistungspoten-
zial durch verbesserte Index Traversie-
rungsstrategien für den Similarity Join.
Bereits mit einer relativ einfachen Depth-
First-Strategie für den X-tree konnte eine

Leistungssteigerung um den Faktor 7 bei
OPTICS sowie um den Faktor 33 bei
DBSCAN erreicht werden. Darüber hin-
aus wurden in der Literatur zahlreiche
Verfahren und Varianten für die Bearbei-
tung eines Similarity Joins vorgeschla-
gen. Darunter

• Algorithmen, die auf vorkonstruier-
ten Indexstrukturen für hochdimensi-
onale Räume aufsetzen [BKS93,
HJR97]

• Algorithmen, die spezialisierte In-
dexstrukturen für den Similarity Join
konstruieren [LR94, vdBSS00,
SSA97, BK01]

• Algorithmen, die auf speziellen Sor-
tierordnungen wie etwa raumfüllen-
den Kurven [Ore89, KS98] oder einer
gitter-basierten Ordnung [BBKK01]
beruhen (vgl. Abb. 3). 
Besonders interessant sind hierbei ge-

rade auch parallele und verteilte Algo-
rithmen wie etwa [BKS96] oder [SA97],
da sich hierdurch implizit eine Paralleli-
sierung des Clustering-Algorithmus er-
gibt. Der zusätzliche Implementierungs-
aufwand bei der Parallelisierung ist hier
also mit der Umformulierung des Algo-
rithmus auf der Basis des Similarity Join
bereits antizipiert.

Im Gegensatz zu dichte-basiertem
Clustering bauen Algorithmen wie k-
Means oder Single-Link eher auf Nächs-
ten-Nachbarn-Prädikaten als auf Be-
reichs-Anfragen auf. Eine entsprechende
Join-Operation wurde in [BK03] vorge-
schlagen. Algorithmen für den Nearest
Neighbor Join sind etwa [HS98] oder
[BK02].

2.3 Datenkompression

Eine beliebte, effizienzsteigernde Maß-

Abb. 3: Raumfüllende Kurven



Immer größere und komplexere Datenmengen: Herausforderungen für Clustering-Algorithmen

4 Datenbank-Spektrum 9/2004

nahme bei großen Datenmengen sind
Techniken zur Datenkompression.
Grundidee ist hier, das Clustering nicht
für die gesamte Datenbank zu berechnen,
sondern für eine deutlich kleinere Menge
an repräsentativen Objekten (siehe Abb.
4). In einem Nachbearbeitungsschritt
muss dann das Clustering der Repräsen-
tanten auf die Gesamtmenge übertragen
werden. Da der Schritt des Clusterings
auf der Gesamtmenge üblicherweise teu-
erer ist als Sampling, Clustering auf dem
Sample und Nachbearbeitung zusammen,
kann man mit dieser Strategie enorme
Laufzeitverbesserungen erzielen. In den
letzten Jahren haben sich verschiedene
Techniken zur Datenkompression etab-
liert. Im folgenden werden beispielhaft
drei Techniken vorgestellt. 

Sampling

Beim »Sampling« wird die Anzahl der
Objekte einer Datenbank verringert, in-
dem man nach geeigneten Kriterien be-
stimmte Objekte auswählt. Das einfachs-
te Auswahlkriterium ist dabei der Zufall
(»random sampling«). Nachteil der zufäl-
ligen Auswahl ist, dass die Clusterstruk-
tur in den Daten nicht berücksichtigt
wird. In [EKX95] wird daher ein index-
basiertes Sampling vorgeschlagen: Mit
den zu clusternden Daten wird eine räum-
liche Indexstruktur (z.B. ein R*-Baum
[BKSS90]) erstellt. Von den Datenseiten
des Index werden ein oder mehrere Re-
präsentanten extrahiert, und das Cluste-
ring-Verfahren wird auf diese Repräsen-
tanten angewendet. Da die Indexstruktur
eine gewisse gruppierende Eigenschaft
besitzt, berücksichtigt diese Auswahl-
strategie die Clusterstruktur der Daten
deutlich besser. Sampling-Techniken
sind meist problemlos auf alle Arten von
Clustering-Verfahren anwendbar.

BIRCH

Bei BIRCH (Balanced Iterative Reducing
and Clustering using Hierarchies)
[ZRM96] werden zunächst kompakte Be-
schreibungen von Objektmengen durch
sog. »Clustering Features (CF)« gene-
riert. Diese CFs erlauben die effiziente
Berechnung allgemeiner Informationen
wie Zentroid, Radius und Durchmesser
der repräsentierten Teilmenge von Ob-
jekten. Zudem werden die CFs hierar-
chisch in einem höhenbalancierten Baum
organisiert. Ein innerer Knoten repräsen-
tiert dabei einen (Sub-)Cluster, der wie-
derum aus den Sub-Clustern zusammen-
gesetzt ist, die durch seine Einträge
(Teilbäume) repräsentiert sind. Der Baum
der CFs stellt eine komprimierte, hierar-
chische Repräsentation der Daten dar.
Die Einfügealgorithmen zum Aufbau des
Baumes stellen sicher, dass die Cluster-
struktur der Daten berücksichtigt bleibt.
Nach Erstellung des Baumes kann ein
Clustering-Verfahren auf die Blätter des
Baumes angewendet werden. Laufzeit
und Qualität von BIRCH sind mit dem in-
dexbasierten Sampling vergleichbar. 

Data Bubbles

Eine Weiterentwicklung der Daten-Kom-
pressionstechnik BIRCH stellen die so-
genannten Data Bubbles [BKKS01] dar.
Es werden weitere Informationen wie
z.B. die durchschnittliche k-Nächste-
Nachbarn-Distanz aller repräsentierten
Objekte aggregiert. Außerdem definieren
die Autoren in [BKKS01] eine Distanz-
funktion auf Data Bubbles. Diese zusätz-
lichen Informationen und Konzepte sind
speziell für hierarchische Clustering-Ver-
fahren wichtig. Daher eignet sich diese
Datenkompressionstechnik speziell für
diese Klasse von Cluster-Algorithmen.
Data Bubbles können auf zwei unter-

schiedliche Arten erzeugt werden: (1)
Man kann aus den Daten einen CF-Baum
(siehe vorangehender Abschnitt
»BIRCH«) aufbauen, diesen an einem
beliebigen Level abschneiden und aus
den Blättern relativ einfach die Bubbles
erzeugen, indem man die zusätzlichen In-
formationen aggregiert. (2) Man kann
eine bestimmte Anzahl an Objekten zu-
fällig aus der Datenbank wählen (bei k
Objekten erhält man k Data Bubbles),
alle übrigen Objekte demnächstgelege-
nen zuordnen, und die entsprechenden
Informationen generieren. Eine Daten-
kompression mit Hilfe der Technik Data
Bubbles bringt speziell in Verbindung
mit dem dichte-basierten, hierarchischen
Clustering-Verfahren OPTICS enorme
Performanzsteigerungen bei sehr gerin-
gen Qualitätsverlusten.

2.4 Inkrementelles Clustering 

Wenn es kontinuierliche Updates der Da-
tenbank gibt, d.h. Einfügungen oder Lö-
schungen, dann verändert sich im Allge-
meinen auch das Clustering. Dabei ist es
wünschenswert, dass die Aktualisierung
der Clusterstruktur inkrementell erfolgt.
Ein erneutes Clustering der gesamten Da-
tenmenge nach jedem Update ist in der
Regel zu aufwendig. Die inkrementelle
Version des dichtebasierten Clustering-
Verfahrens DBSCAN (Incremental
DBSCAN) [EKS+98] nützt aus, dass sich
Änderungen der Datenbank nur lokal auf
die Clusterstruktur auswirken. Die meis-
ten Objekte behalten ihren Status bei. Die
Effizienzsteigerung durch Incremental
DBSCAN bewegen sich im Bereich um
den Faktor 20 bei 25.000 Update-Opera-
tionen [EKS+98]. Bei der inkrementellen
Version des dichte-basierten hierarchi-
schen Verfahrens OPTICS (Incremental
OPTICS) [KKG03], können die Ände-

Abb. 3: Effizientes Clustern durch Datenkompression

Daten-
Komprimierung Clustering
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rungen in der hierarchischen Cluster-
struktur im schlimmsten Fall Auswirkun-
gen auf alle Objekte der Datenbank
haben. Dennoch ist es üblicherweise
deutlich effizienter, die hierarchische
Clusterstruktur inkrementell zu aktuali-
sieren, statt von Grund auf neu zu berech-
nen.

3 Hochdimensionale Daten 

Zusätzlich zur steigenden Anzahl an Da-
ten, nimmt auch die Komplexität der ge-
speicherten Daten immer weiter zu. Dank
moderner Datenbanktechnologien (z.B.
objekt-relationale Datenbanken) lassen
sich heute beliebig komplexe Objekte in
großen Mengen verwalten. Die Modellie-
rung solch komplexer Objekte führt häu-
fig zu sehr hochdimensionalen Merk-
malsvektoren. Ein Beispiel hierfür sind
Microarray-Daten: abhängig vom Ziel
des Clusterings kann sich die Dimensio-
nalität hier zwischen 102 (Clustering der
Gene) und 103 bis 104 (Clustering der
Testpersonen) bewegen. Solche hochdi-
mensionalen Merkmalsräume stellen
meist große Probleme für Clustering-Ver-
fahren dar. 

Hochdimensionale Merkmalsräume
verursachen im Kontext Clustering eine
Menge von grundsätzlichen Problemen,
die mit dem Ausdruck »Curse of Dimen-
sionality« (Fluch der Dimensionalität)
zusammengefasst werden. Die Folge ist,
dass die Objekte in hochdimensionalen
Räumen stark streuen, und nicht mehr
sinnvoll zu clustern sind (siehe z.B.
[BGRS99]). Dennoch gibt es meistens
Cluster in verschiedenen Teilräumen
niedrigerer Dimensionalität, d.h. die Da-
ten clustern, wenn man gewisse (teilwei-
se unterschiedliche) Attribute ausblendet.
Erschwerend kommt hinzu, dass Objekte
in verschiedenen Teilräumen unter-
schiedlich clustern können, z.B. Objekt A
clustert in einem Teilraum mit den Objekt
B und C, in einem anderen Teilraum aber
nicht mit B und C, sondern mit den Ob-
jekten D und E. Offensichtlich kann man
traditionelle Clustering-Verfahren für
diese Probleme nicht verwenden. Daher
wurden in den letzten Jahren spezielle
Verfahren entwickelt, die auf das Pro-
blem des Clusterings hochdimensionaler
Daten zugeschnitten sind.

Projected Clustering

Beim Projected Clustering ist das Ziel,
die Datenmenge wie gehabt in Cluster zu
partitionieren, sodass jedem Objekt eine
Cluster-ID zugeordnet wird. Zusätzlich
darf aber jeder Cluster in einem unter-
schiedlichen Teilraum des Merkmalsrau-
mes existieren, d.h. die Cluster müssen
typischerweise ein Clusterkriterium opti-
mieren, unterschiedliche Cluster dürfen
dies aber in unterschiedlichen Teilräu-
men. Einer der ersten Ansätze zum Pro-
jected Clustering ist das Verfahren
PROCLUS [AP99]. Das Ziel von
PROCLUS ist, die Datenobjekte in k
Cluster (k ist ein Eingabeparameter) ähn-
lich wie k-Means zu partitionieren. Jeder
Cluster optimiert dabei ein Clusterkriteri-
um in einer achsenparallelen Projektion
(Teilraum) des Merkmalsraumes. Eine
Verbesserung von PROCLUS stellt
ORCLUS [AY00] dar: Cluster optimie-
ren ein Clusterkriterium nun auch in nicht
achsenparallelen Projektionen des Daten-
raumes. Sowohl PROCLUS als auch
ORCLUS haben Probleme mit Rauschen
(Ausreißer-Objekte, die eigentlich zu kei-
nem Cluster gehören), da alle Objekte ei-
nem der k Cluster zugeordnet werden
müssen. Ein weiterer Nachteil des Pro-
jected Clustering Ansatzes ist, dass die
Informationen über Objekte, die in ver-
schiedenen Teilräumen unterschiedlich
clustern, nicht generiert werden können.
Dem steht die Eindeutigkeit der Cluster-
zugehörigkeit als möglicher Vorteil ge-
genüber.

Subspace Clustering

Bei einem Merkmalsraum mit d Merk-
malen gibt es 2d mögliche Teilräume, in
denen Cluster verborgen sein können.
Die Aufgabenstellung beim Subspace
Clustering ist, automatisch alle Cluster in
allen Teilräumen zu ermitteln. Aus Per-
formanzgründen ist dabei natürlich wich-
tig, möglichst wenig Teilräume zu be-
trachten, optimalerweise nur die, in
denen auch tatsächlich Cluster vorhanden
sind. Die erste Arbeit zum Subspace
Clustering ist das Verfahren CLIQUE
[AGGR98]. Der d-dimensionale Daten-
raum wird von CLIQUE mit Hilfe eines
achsenparallelen, equidistanten Gitters in
Zellen zerlegt. Eine Zelle ist dicht, wenn

eine Mindestanzahl an Objekten in der
Zelle liegt. Benachbart gelegene dichte
Zellen werden zu Clusternverschmolzen.
CLIQUE startet mit der Erzeugung aller
dichten Zellen in allen 1-dimensionalen
Teilräumen und generiert nun schrittwei-
se aus allen k-dimensionalen dichten Zel-
len die potentiellen (k + 1)-dimensiona-
len dichten Zellen (Kandidaten). Am
Ende jeder Iteration müssen diese Kandi-
daten noch überprüft werden, ob sie tat-
sächlich dicht sind. CLIQUE terminiert,
wenn keine neuen Kandidaten erzeugt
werden können. Um möglichst wenig
Kandidaten zu erzeugen (d.h. wenige
Kandidaten überprüfen zu müssen, und
nach möglichst wenigen Iterationen ab-
zubrechen), benutzt CLIQUE die sog.
Monotonie-Eigenschaft für dichte Zel-
len: Ist eine Zelle in einem (k + 1)-dimen-
sionalen Merkmalsraum T dicht, so ist
die Zelle auch in allen k-dimensionalen
Teilräumen von T dicht. Die umgekehrte
Folgerung besagt, dass (k + 1)-dimensio-
nale Zellen, die aus mindestens einer
nicht dichten k-dimensionalen Zelle ent-
standen sind, nicht dicht sein können, und
daher nicht mehr überprüft werden müs-
sen. Anschließend an die Berechnung al-
ler dichten Zellen, müssen benachbarte
Zellen im selben Teilraum in einer auf-
wendigen Prozedur zu Clustern ver-
schmolzen werden. 

Eine mathematische Definition »opti-
maler« Subspace Cluster bieten die Auto-
ren in [PJAM02]. Zudem wird ein heuris-
tischer Algorithmus namens DOC ange-
geben, um Näherungen solcher
»optimalen« Subspace Cluster zu berech-
nen. DOC ist nicht gitterbasiert, aller-
dings werden die »optimalen« Subspace
Cluster mit Hilfe von Hyper-Würfeln fes-
ter Kantenlänge, in denen eine gewisse
Anzahl an Punkten liegen muss, defi-
niert. Da wiederum keine Angaben über
die Punkteverteilung innerhalb der Hy-
per-Würfel gemacht werden, hat DOC
ähnliche Nachteile wie CLIQUE: Clus-
ter, die größer sind als die Hyper-Würfel
werden nur unvollständig erkannt.
Rauschpunkte, die in einem dichten Hy-
per-Würfel liegen, werden fälschlicher-
weise zu einem Cluster gezählt.

Eine etwas andere Strategie verfolgt
RIS [KKKW03]. Anstatt direkt die Sub-
space Cluster zu erzeugen, berechnet RIS
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alle Teilräume des Merkmalsraumes, in
denen Cluster enthalten sind und ordnet
sie mit Hilfe eines Qualitätsmaßes. Die-
ses Qualitätskriterium basiert auf dem
dichte-basierten Clustermodell von
DBSCAN [EKSX96]. Die Auswahl der
Teilräume anhand des Qualitätskriteri-
ums unterliegt einem ähnlichen Monoto-
nieverhalten wie im Falle von CLIQUE,
sodass RIS ebenfalls Teilräume effizient
ausschließen kann. Die eigentlichen
Cluster kann der Anwender in einem
Nachbearbeitungsschritt mit jedem belie-
bigen Clustering-Verfahren auf den ge-
fundenen Teilräumen erzeugen. RIS ist
daher kein Subspace Clustering-Verfah-
ren im engeren Sinne, sondern vielmehr
ein Verfahren zur Merkmalsauswahl
(»Feature Selection«), das die Informati-
onen über Objekte, die in verschiedenen
Teilräumen unterschiedlich clustern,
konserviert. RIS vermeidet die Nachteile
der gitterbasierten Ansätze, da das Quali-
tätskriterium auf dem dichte-basierten
Clustermodell von DBSCAN beruht, das
Cluster unterschiedlicher Form erkennt
und nicht anfällig gegen Ausreißer ist
(Rauschen wird explizit behandelt).
Nachteil aller Subspace-Clustering-Ver-
fahren ist die Sensitivität gegenüber der
Parameterwahl. Alle Verfahren arbeiten
mit einem globalen Dichtegrenzwert.
Verschieden dichte Cluster in einem Teil-
raum können ggf. nicht mit einer Parame-
tereinstellung erkannt werden. Hinzu
kommt, dass niedriger dimensionale Teil-
räume typischerweise bevorzugt werden,
da Cluster in höher-dimensionalen Teil-
räumen naturgemäß weniger dicht sind
und daher den globalen Dichtegrenzwert
nicht mehr erfüllen.

4  Diskussion und Ausblick 

Aufgrund der immer größer werdenden
Datenberge ist für reale Anwendungen
die Skalierbarkeit von Clustering-Verfah-
ren in Bezug auf die Datenbankgröße ei-
nes der Kernprobleme. Da die durch das
Data Mining gewonnenen Informationen
immer öfter Firmen oder Wissenschaft-
lern einen signifikanten Wettbewerbsvor-
teil verschaffen, ist die Effizienz von
Clustering-Verfahren auch ein wichtiger
finanzieller Aspekt. Ein weiteres Kern-

problem für das Clustering ist die Tatsa-
che, dass die zu betrachtenden Objekte
immer komplexer werden. Als Folge
werden die Daten oft als sehr hochdimen-
sionale Merkmalsvektoren modelliert.
Hochdimensionale Merkmalsräume ber-
gen aber große Probleme für Clustering-
Verfahren. In diesem Artikel wurden ver-
schiedene Methoden dargestellt, die spe-
ziell für dieses Kernproblem entwickelt
wurden. 

Ein aktuelles, offenes Forschungsge-
biet ist die effiziente Unterstützung parti-
eller Ähnlichkeitsanfragen für Subspace
und Projected Clustering, siehe Abschnitt
3.1. Traditionelle räumliche Indexstruk-
turen (Abschnitt 2.1) sind nicht dafür ent-
wickelt, Anfragen in verschiedenen Teil-
räumen des Merkmalsraumes effizient zu
beantworten. Des weiteren macht es kei-
nen Sinn, für jeden Teilraum, der betrach-
tet wird, einen eigenen Index zu erzeu-
gen. Um die Performanz von Subspace
und Projected Clustering-Verfahren zu
erhöhen, werden daher Indexstrukturen
gebraucht, die Ähnlichkeitsanfragen wie
z.B. Bereichsanfragen oder k-Nächste-
Nachbarn-Anfragen in unterschiedlichen
Teilräumen eines Merkmalsraumes effi-
zient unterstützen können. 

Oft reicht die traditionelle Modellie-
rung der Daten als Merkmalsvektoren
nicht mehr aus, um die intuitive Ähnlich-
keit der Objekte adäquat auszudrücken.
Komplexere Modellierungswerkzeuge
wie Bäume oder Graphen sind dann not-
wendig, um die Semantik der Objekte
sinnvoll zu modellieren. Die Entwick-
lung von Clusteringalgorithmen für kom-
plex modellierte Objekte ist ein weiteres
hoch relevantes Forschungsgebiet.
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